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摘 要：随着机器学习、深度学习等人工智能技术在遥感领域的不断应用与发展，基于海量样本的数据驱动模

型已经成为遥感影像信息提取的一种新的研究范式，其对样本数据的规模、质量、多样性等提出了更高要求。

最近，国内外众多学者和研究机构相继发布了一系列遥感影像样本数据集，为大数据时代下遥感影像的信息提

取和智能解译等奠定了研究基础。然而目前尚缺乏对上述影像样本数据集的综合分析，针对这一问题，本文在

文献检索与分析的基础上，归纳总结了 124个具有一定影响力且应用广泛的遥感影像样本数据集并对其元数据进

行了分析，并提供了数据来源、应用领域与关键词的发展变化，分析了数据集在空间、时间、光谱分辨率上的

差异，以应用领域为依据将其划分为场景识别、土地覆被/利用分类、专题要素提取、变化检测、目标检测、语

义分割等 8个类别并以部分数据为例进行了具体分析，总结了深度学习模型在数据集上的研究进展，并针对稀疏

样本导致的模型过拟合问题，探讨了样本时空迁移、小样本和零样本学习、样本主动发现、样本生成等在遥感

影像信息提取中的应用前景。本文首次对遥感影像样本数据集进行了综述研究，可为相关领域科研人员提供数

据参考。
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1 引 言

传统意义上，遥感影像样本数据一般包含遥

感影像实例及其对应的地面辅助照片（张丽娜和

周强，2014），常常应用于遥感影像解译过程。随

着大数据时代的到来，遥感影像样本数据更多指

针对某一研究需求、基于遥感数据获取的一系列

特定地物影像及其属性信息（如地物类别等）的

“影像属性”数据对（张兵，2018；魏东升和周晓

光，2019），是进行模型训练、算法测试的重要前

提，具体涉及到遥感场景识别、土地覆被/利用分

类、地面目标检测等多个研究领域。

在深度学习兴起以前，上述影像样本数据规

模较小，这主要因为传统机器学习算法（如支持

向量机、随机森林等）并不需要海量样本进行模

型参数的训练。随着大数据时代的到来，以卷积

神经网络为代表的深度学习模型在遥感领域得到

了广泛应用，而深度学习需要海量样本进行模型

驱动，导致出现了许多大规模遥感影像样本数据

集。而大数据存储、并行计算等的不断发展也加

速了这一趋势。近年来，国内外研究机构相继

制作发布了 UC Merced（Yang和 Newsam，2010）、

WHU-RS19（Dai和 Yang，2011）、AID（Xia等，

2017）、RSSCN7（Zou等，2015）等大型遥感影像

样本数据集，为模型结构优化、算法策略改进等

提供了数据支撑。

随着遥感影像样本数据集的不断增加，其多

样性的特点也日益显现，在尺度、传感器、时相
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等方面存在较大差异（表1）。

由于遥感影像样本数据集种类繁多、来源复

杂，数据质量各有参差，因此需要对其进行归纳、

总结、分析，才能为科研人员提供有价值的数据

参考。在前人的研究中，于灵雪等 （2013） 从数

据源角度出发，对雪数据集进行了整理与综述研

究；曾也鲁等（2012）讨论了LAI验证数据集，为

定量遥感的相关研究提供了数据参考。然而当前

研究往往集中于某一应用领域进行算法、模型的

综述，缺乏遥感影像样本数据集的系统性、综合

性的归纳与分析。在深度学习等人工智能技术蓬

勃发展的今天，样本数据集无疑在这些数据驱动

的模型中占据了十分重要的地位，因此有必要对

公开发布的遥感影像样本数据集进行综述研究，

从而为遥感领域的广大科研工作者提供样本数据

参考。

本文首先收集、整理了 2001年—2020年数据

质量较高、影响力较大的遥感影像样本数据集，

并对其元数据进行了分析，并从分辨率和深度学

习模型的角度展开了分析讨论，同时以应用领域

为依据将其划分为场景识别、土地覆被/利用分类、

专题要素提取、变化检测、目标检测、语义分割、

定量遥感等 8个类别，对其中典型数据集的组成和

相关研究进展进行了详细论述，并探讨了样本时

空迁移、样本主动发现、小样本和零样本学习等

在遥感影像智能分析中的应用前景，旨在对遥感

影像样本数据集提供一个综合全面的概述。

2 元数据分析

遥感影像样本数据集的元数据描述了数据集

的大小、应用领域、数据来源等信息。本文检索

统计了 2001年—2020年具有明确发布时间的较大

影响力的遥感影像样本数据集的发布情况（图1）。

不难看出，从2012年开始，发布的样本数据集的数

量呈现显著上升趋势。同时，2012年是人工智能发

展历程中的一个重要年份，在 2012年的 ImageNet
图 像 识 别 比 赛 中 ， 以 AlexNet （Krizhevsky 等 ，

2012） 为代表的卷积神经网络第一次超过了传统

机器学习算法，并引发了计算机视觉领域和遥感

领域对深度学习的持续关注。而深度学习的发展

又促进了遥感影像样本数据集的制作与发布。下

面将通过数据来源、应用领域、关键词热度等对

遥感影像样本数据集的研究趋势进行综合分析。

2.1 遥感影像样本数据来源分析

本文以样本数据集的发布渠道为分类标准，

将其分为国家官方数据、赛事数据、学校数据、

研究团队与科研机构数据 4类。通过对元数据的分

析，共得到 124条发布来源明确的数据集，其分布

占比如图2所示。

可以看出，遥感影像样本数据集的主要来源

为研究团队和科研机构，占比为 62.9%，具体包括

GRSS、SpaceNet团队等较为权威的研究组织与团

表1 遥感影像样本数据集的多样性

Table 1 Diversity of remote sensing image sample datasets

类型

尺度

传感器

时相

空间分辨率

应用领域

表现

地面目标尺度、小尺度（乡镇、县域）、大尺度（省
级、大区域）、全球尺度（大洲、全球）等

光学数据、雷达数据、激光点云数据

单一时相、多时相、连续时间序列等

亚米级、米级、十米级、百米级、千米级等

场景识别、土地覆被/利用、变化检测、目标检测、
语义分割等

图1 遥感影像样本数据集近年发展情况

Fig. 1 Develop trend of remote sensing image sample datasets
in recent years

图 2 遥感影像样本数据集来源分布

Fig. 2 Source distribution of remote sensing image sample
datasets
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队，具有较高的数据完整性、准确性与影响力。

数据来源为学校的占比为 20.16%，具体包括

武汉大学、北京大学、斯坦福大学等高等院校。

这类数据集往往聚焦于某一具体应用，多用于学

校课题组自身研究，同时具有较高的数据完整性

和研究目的性。

国家官方数据集共 12个，占比为 9.68%。主

要发布者为中国、美国、欧盟等国家或国家联合

组织。这类数据通常聚焦于大尺度应用，数据集

能够很好地表现出区域宏观特征，具有较高的权

威性和影响力，但在小尺度内的细节较为缺乏。

赛事数据共 9 条，占比为 7.26%，主要为

kaggle、MAFAT等机构发布，通过赛事来发展某

一领域的算法、模型等技术。这类数据集在算法

创新、论文产出等方面贡献突出，且常作为各种

研究横向对比的数据集。

2.2 遥感影像样本应用领域分析

如图 3所示，本文根据应用领域将遥感影像样

本数据集划分为 8类，分别为场景识别、土地覆

被/利用分类、专题要素提取、变化检测、目标检

测、语义分割和其他。

其中，土地覆被/利用分类数据集占比最大，

为 17.04%，其次为语义分割样本数据集，为

14.82%，而变化检测、目标检测、专题要素提取

数据集的占比都在 10%以上。可以看出，各应用

领域所发布的样本数据集占比较为接近，本文将

在后续章节中对各领域典型样本数据集进行详细

分析。

2.3 遥感影像样本关键词分析

本文基于样本数据集的元数据进行了关键词

分析，通过人工合并同类型关键词、过滤不相关

的关键词等方法，利用Excel的数据透视表进行关

键词共引分析，其中，行设置为元数据创建时间，

值设置为关键词，并按照词频大小进行统计。根

据关键词聚集与词频排序，可以将遥感影像样本

数据集的发展历程分为以下几个阶段：

（1） 2001年—2006年，关键词：航空摄影测

量、地物分类。通过分析可知，2001年—2006年
期间公开发表的遥感影像样本数据集多来自航空

摄影测量，其用途多为地物分类。

（2） 2006年—2012年，关键词：土地利用、

土地覆被、农业、城市遥感影像。该时段的关键

词类型多与土地覆被/利用分类有关，这主要由于

遥感具有大范围同步观测的能力，在土地资源调

查中显示出明显的优势，在国内外得到了广泛

应用。

（3） 2013年—2016年，关键词：点云、航空

高光谱影像、分类。该时段的研究热点为点云和

高光谱数据，作为地理空间三维信息获取的一种

全新技术手段，点云数据从 2013年起受到了广泛

关注；同时随着高光谱遥感的发展，开源的高光

谱样本数据集也成为了一个关注焦点。

（4） 2017年—2020年，关键词：深度学习、

SAR、目标检测。该时段，随着卷积神经网络等深

度学习模型的快速发展，其在遥感诸多领域得到

了广泛应用，成为了研究热点问题。而目标检测

作为图像理解中的重要一环，其任务是找出图像

中所有感兴趣的目标，确定它们的位置和大小，

也引起了遥感领域研究人员的重视。同时，随着

哨兵 1号雷达卫星的发射，SAR的研究也越来越活

跃，同样出现了许多样本数据集。

2.4 遥感影像样本规模分析

本节以土地覆被/利用分类和变化检测类数据

集为例，通过统计其数据量大小、样本数量，对

2001年—2020年数据集在规模上的发展趋势进行

分析。

土地覆被/利用分类数据集样本一般是由一景

或多景遥感影像组成，如 KSC（鲍江峰，2014）、

Houston（Debes等，2014）等数据集，分类系统由

发布者自行设定，数据量在几十到几百兆之间。

图 3 遥感影像样本应用领域分布

Fig. 3 Application fields distribution of remote sensing image
sample datasets
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而近两年数据集的规模呈增加态势，如 2020年发

布的GID数据集（Tong等，2020）包含了 30000多
张样本，数据量达到了 43 G左右；而 bigearthnet
数据集 （Sumbul等，2019） 样本数量更是达到了

59万张左右，数据量大小达66 G。
在变化检测类数据集中，早年发布的如

SZTAKI （Benedek和 Szirányi， 2009）、PROBA-V
（Dierckx等，2014）数据集往往影像样本对较少，

仅为 13对和 24对，数据量较小，约为几十到几百

兆之间，应用更多聚焦于特定类别或特定场景的

变化。近年发布的数据集出现了如 ABCD（Fujita
等，2017）、xBD（Weber和 Kané，2020） 等大型

数据集，影像样本分别达到 8500张和 22000张，

数据量最高可达 30 GB，变化检测的类型也呈多样

化趋势。

除上述数据集外，其他领域数据集均呈现出

规模更大、样本更丰富、分类系统更完善、应用

更广泛的发展态势，从而可以符合深度学习等人

工智能技术快速发展下的应用需求。

3 分辨率分析

本节从遥感影像分辨率角度出发，通过归纳、

统计数据集的空间、光谱、时间分辨率，对其特

点和差异进行分析。

3.1 空间分辨率

在空间分辨率上，不同应用领域数据集存在

着较为显著的差异。其中，场景识别、专题要素

提取、语义分割领域的影像样本往往具有较高的

空间分辨率，大部分在0.3—1 m，可以提供较为精

细的地物细节和场景上下文信息，如 UC Merced
（Yang 和 Newsam， 2010）、 Evlab-SS （Zhang 等 ，

2017）、雄安新区航空高光谱遥感影像分类数据集

（岑奕 等，2020）等，上述影像样本数据主要来自

于 Google Earth 卫 星 影 像 、 QuickBird 卫 星 、

WorldView系列卫星等。此外航空影像数据集的空

间分辨率更高，可达 0.075 m，如用于进行语义分

割的AIRS Datasets（Chen等，2019）。而土地覆被/
利用分类、变化检测领域的样本数据集具有较低

的空间分辨率。此外，目标检测数据集的影像分

辨率则与地物的尺寸具体相关。

3.2 时间分辨率

时间分辨率上，除变化检测数据集外，其余

应用领域的遥感影像样本来大都来源于单时相影

像。而变化检测数据集至少包含两个时相，如用

于灾害变化检测的 xBD数据集 （Weber和 Kané，
2020）、ABCD数据集 （Fujita等，2017）；而诸如

The Urban Atlas数据集（Petrişor，2015）则包含多

个时相（2006年、2012年、2018年）。

3.3 光谱分辨率

在光谱分辨率上，土地覆被/利用分类与专题

要素提取领域的影像样本往往具有较高的光谱分

辨率，相关研究多聚焦于通过样本学习目标地物

的 光 谱 特 征 来 实 现 遥 感 分 类 ， 具 体 来 源 于

Sentinel-2、AVIRIS 等多光谱卫星，如 EuroSAT
（Helber等，2019）、bigearthnet（Sumbul等，2019）、

KSC（鲍江峰，2014）等数据集。

而其他应用领域如场景识别、目标检测等，

数据集影像样本光谱分辨率较低，一般只包括红

绿蓝 3个波段，少数会增加近红外波段，如MtS-
WH数据集（Wu等，2016，2017）。

4 遥感影像样本数据集算法模型
分析

本 节 以 卷 积 神 经 网 络 CNN （Convolutional
Neural Networks）、全卷积神经网络 FCN （Fully
Convolutional Networks）、 循 环 神 经 网 络 RNN
（Recurrent Neural Networks） 与生成对抗网络GAN
（Generative Adversarial Networks）等遥感领域常用

的深度学习模型为例，对相关模型、算法在遥感

影像样本数据集上的应用与研究进行分析。

CNN是遥感领域内最为广泛应用的深度学习

模型之一，因其强大的特征提取和学习能力，

CNN被应用于场景识别（余东行 等，2020）、土地

覆被/利用分类（Helber等，2019）、专题要素提取

（Mnih，2013）、变化检测（Weber和Kané，2020）
等研究中，并在模型精度、泛化能力等方面超过

了经典机器学习模型（如随机森林等）。

FCN则主要应用于遥感影像语义分割领域，

通过一系列卷积与反卷积操作，从而生成与输入

影像相同尺寸的分类结果（Kaiser等，2017；Yuan
等，2013）。相比于CNN模型，FCN在遥感影像分

类中的计算效率更高，更加适合大范围的遥感制

图，然而由于需要全要素的标注，因此其标注成

本较高。
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RNN可以对序列数据（如高光谱影像、时序遥

感影像等）之间的相互依赖关系进行建模，其结构

包括LSTM（Long Short-Term Memory）（Hochreiter和
Schmidhuber，1997）和GRU（Gated Recurrent Unit）
（Cho等，2014） 等，常被用于土地覆被/利用分

类、变化检测等研究。 Sharma等 （2018） 利用

RNN和时间序列遥感影像进行土地覆被分类，精

度可达 97.21%；Mou等 （2019） 则利用RNN和多

时相影像进行变化检测，精度可达98.73%。

GAN的优势在于样本生成，实现样本扩充。

虽然其遥感应用较少，但在变化检测、目标检测、

场景识别等领域均有涉及，如 Lebedev等 （2018）
基于条件 GAN进行了变化检测研究，精度可达

91%；Rabbi等（2020）基于GAN实现遥感影像质

量的增强，并结合改进的 FR-CNN模型提升了小

目标检测的性能，在 COWC数据集上精度可达

95.5%；鄢佩瑶（2019）基于GAN生成高质量的场

景影像样本，并在 UC Merced数据集上精度可达

92.4%。

5 应用领域分析

本节从应用领域出发，将遥感影像样本数据

集分为了遥感场景识别、土地覆被/利用分类等

8个领域，对其中的典型数据集和相关研究进展进

行了综述。同时筛选出 53条各领域常用数据集，

并给出其大小、下载链接等信息（表2）。

表 2 常用遥感样本数据集

Table 2 Common remote sensing sample datasets

场景识别

土地
覆被/
利用
分类

UC Merced
（Yang和Newsam，2010）

WHU-RS19
（Dai和Yang，2011）

AID数据集
（Xia等，2017）
RSSCN7数据集
（Zou等，2015）

SIRI-WHU的Google图像
数据（Ma等，2015）

SIRI-WHU的USGS图像
数据集（Zhu等，2016）

Semantic3d. net
（Hackel等，2017）

Urban Land Cover数据集
（Johnson和Xie，2013）

EuroSAT数据集
（Helber等，2019）

Gaofen Image Datasets
（GID）（Tong等，2020）

bigearthnet数据集
（Sumbul等，2019）
Botswana数据集

（王俊淑 等，2015）
KSC数据集

（鲍江峰，2014）

317 MB

99.54 MB

2.47 GB

348 MB

320 MB

386 MB

12.39 GB

141.87 KB

RGB：89.91 MB
全波段：1.92 GB

约43 GB

66 GB

80 MB

56.8 MB

2100张含标签场景影像，包含 21类场景，每
类100张，影像大小为256像素×256像素

1005张含标签场景影像，包含 19个类场景，
每类约50张。影像大小为600像素×600像素

10000张含标签场景影像，包含30类场景，
每类约200—420张，影像大小为600像素×
600像素

2800张含标签场景影像，包含 7类场景，每
类400张，影像大小为400像素×400像素

2400张含标签场景影像，包含 12类场景，每
类200张，影像大小为200像素×200像素

1张遥感影像，包含 4类场景，影像大小为
10000像素×9000像素

超过 40亿个标记点的栅格点云数据，包含
8类场景

148张训练集影像，508张测试集影像，包含
9类土地覆被/利用类别，每类约 14—30张
影像

27000张含标签与地理参考的影像，包含
10类土地覆被/利用类别，每类约 2000—
3000张影像，影像大小为64像素×64像素

大规模分类影像集：150张中国 60多个不同
城市的高分二号影像；精细分类数据集：
30000多个样本和 10张高分二号影像；包含
5大类15小类土地覆被/利用类别

590326个图斑样本，每个样本中包含最多
43个土地覆被/利用分类标签，影像覆盖
1.2 km×1.2 km的地面面积

1张含标签高光谱遥感影像，包含 14类土地
覆被/利用类型

1张含标签高光谱遥感影像，包含 13类土地
覆被/利用类型

http：//weegee.vision.ucmerced.edu/
datasets/land use.html
http：//dsp.whu.edu.cn/cn/staff/yw/
HRSscene.html

https：//captain-whu.github.io/AID/

https：//sites.google.com/site/qinzoucn/
documents
http：//www.lmars.whu.edu.cn/prof_web/
zhongyanfei/e-code.html
http：//www.lmars.whu.edu.cn/prof_web/
zhongyanfei/e-code.html
http：//www.semantic3d.net/

https：//archive.ics.uci.edu/ml/datasets/
Urban+Land +Cover#

https：//github.com/phelber/eurosat

https：//x-ytong.github.io/project/GID.
html

http：//bigearth.net/

http：//www.ehu.eus/ccwintco/index.php/
Hyperspectral_Remote_Sensing_Scenes
http：//www.ehu.eus/ccwintco/index.php/
Hyperspectral_Remote_Sensing_Scenes

应用领域 数据集名称 数据集大小 数据集内容 数据集链接
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专题要素
提取

变化检测

Houston数据集
（Debes等，2014）

Aerial hyperspectral data
over Chikusei

（Yokoya和 Iwasaki，2016）

SAT-4 and SAT-6
airborne datasets

（Basu等，2015）

Spatial Procedures for
Automated Removal of
Cloud and Shadow

（SPARCS）Validation Data
（Hughes和Hayes，2014）

SpaceNet
（Cosmi和Globe，2018）

Road and Buildings
Detection（Mnih，2013）

Salinas valleys数据集
（GIC等，2020）
RSICD数据集
（Lu等，2017）

雄安新区航空高光谱遥感
影像分类数据集
（岑奕 等，2020）

Zurich Summer v1.0
（Papadomanolaki等，2017）
Agriculture-Vision Database

（Chiu等，2020）

xBD
（Weber和Kané，2020）

The Urban Atlas
（Petrişor，2015）
SZTAKI数据集

（Benedek和Szirányi，2009）
ABCD数据集

（Fujita等，2017）
MtS-WH

（Wu等，2017）
Onera卫星变化检测数据集

（Daudt等，2018）

162.84 MB

1.0 GB

2.3 GB

1.4 GB

23 GB

建筑物：9.82 GB
道路：1.32 GB

26.3 MB

459.8 MB

1.8 GB

132 MB

4.4 GB

30.31 GB

各国数据大小
不同

42 MB

2.1 GB

447.98 MB

488.96 MB

1张含标签高光谱遥感影像，包含 15类土地
覆被/利用类别，影像大小为 349像素×1905
像素

1张含标签高光谱遥感影像，包含 19类土地
覆被/利用地物类型，影像大小为2517像素×
2335像素

SAT-4包含 500000个遥感影像样本，包含
4大类土地覆被/利用类型，样本影像大小为
28×28像素；SAT-6包含 405000个遥感影像
样本，包含 6大类土地覆被/利用类型，样本
大小为28像素×28像素

80张含标签多光谱遥感影像，包含 7类专题
要素，影像大小为1000像素×1000像素

68.5万多张遥感影像，专题要素为建筑物，共
人工标注382534个多边形，处理后样本大小
覆盖实际面积为200 m×200 m
1171张含标签的建筑物与遥感影像样本，影
像大小为1500像素×1500像素；30张含标签
的道路遥感影像样本，影像大小为609像素×
914像素

1张高光谱遥感影像，包含 16种农作物专题
要素，影像大小为512像素×217像素

10921张遥感影像，包含不同的多种专题要
素（机场、球场等），影像大小为224像素×224
像素

1张高光谱遥感影像，包含 19种植被、农业
专题要素类别，影像大小为 3750像素×1580
像素

20张含标签不同尺度的遥感影像，包含 8类
专题要素类别

94986张收集于 3432个农田的航空遥感影
像，影像大小为512像素×512像素

包含22068张标记了19种不同事件灾前和
灾后影像
22068对变化前后的遥感影像，包含19种不
同事件的变化，影像大小为1024像素×1024
像素

欧盟成员国国家 2006年、2012年、2018年间
土地覆盖变化矢量数据

13对航空遥感影像，包含 5类变化类型，影
像大小为952像素×640像素

8506对 160×160像素大小的影像，8444尺
寸调整后的 128像素×128像素的影像，检测
地震灾害前后的变化

2110对两个时相（2002-02，2006-09）的遥
感影像，影像大小为7200像素×6000像素

24对两个时相（2015年，2018年）的多光谱
遥感影像

http：//www.grss-ieee.org/community/
technical-committees/data-fusion/
2013-ieee-grss-data-fusion-contest/

https：//naotoyokoya.com/Download.html

https：//csc.lsu.edu/~saikat/deepsat/

https：//www.usgs.gov/land -resources/
nli/land sat/spatial-procedures-auto⁃
mated-removal-cloud-and -shadow-
sparcs-validation

https：//spacenet.ai/spacenet-buildings-
dataset-v1/

https：//www.cs.toronto.edu/~vmnih/data/

http：//www.ehu.eus/ccwintco/index.php/
Hyperspectral_Remote_Sensing_Scenes
https：//github.com/201528014227051/
RSICD_optimal

http：//www.hrs-cas.com/a/share/shu⁃
juchanpin/2019/0501/1049.html
https：//sites.google.com/site/michelevol⁃
piresearch/data/zurich-dataset
https：//www.agriculture-vision.com/da⁃
taset

https：//xview2.org/dataset

https：//land .copernicus.eu/local/
urban-atlas
http：//web.eee.sztaki.hu/remotesensing/
airchange_benchmark.html

https：//github.com/gistairc/ABCDdataset

http：//sigma.whu.edu.cn/resource.php
https：//ieee-dataport.org/open-access/
oscd-onera-satellite-change-detection

续表

应用领域 数据集名称 数据集大小 数据集内容 数据集链接

594



冯权泷 等：遥感影像样本数据集研究综述

目标检测

语义分割

PROBA-V
（Dierckx等，2014）

AICD Datasets
（Bourdis等，2011）

河流数据集
（Wang等，2019a）

NWPU VHR-10
（Cheng和Han，2016）

UCAS-AOD
遥感影像数据集
（Zhu等，2015）

DOTA
（Xia等，2018）

DIOR（Li等，2020）

TGRS-HRRSD数据集
（Zhang等，2019）

RSOD数据集
（Long等，2017）

舰船检测SAR数据集
（Wang等，2019b）

RarePlanes Dataset
（Shermeyer等，2020）

Dataset-UAV-123视频数
据集（Mueller等，2016）
Stanford无人机数据集
（Robicquet等，2016）

COWC数据集
（Mundhenk等，2016）
WHU building datasets

（季顺平和魏世清，2019）
Inria Aerial Image
Labeling Datasets

（Maggiori等，2017）
AIRS Datasets

（Chen等，2019）

675 MB

1.7 GB

54.66 MB

73 MB

3.24 GB

34.28 GB

6.91 GB

约4 GB

309.5 MB

472 MB

488.96 MB

17.45 GB

69 GB

54 GB

25 GB

64.34 GB

17.6 GB

24对两个时相（2015年，2018年）遥感影像，
影像大小分为 128像素×128像素和 384像
素×384像素两种，用于评价影像清晰质量
的（如云、云阴影等）变化

1000对来自于 100个不同场景的遥感影像，
包含 1000个对应地面真实变化情况，影像
大小为800像素×600像素

1对两个时相（2013-05，2013-12）高光谱遥
感影像，包含一张真实变化的影像，影像大
小为463像素×241像素

800张高分辨遥感影像（650张含目标，
150张无目标），分别为715张Google Earth
的RGB影像与85张锐化红外影像，共10个
目标类别，影像大小尺度不同，约1000像
素×1000像素

飞机数据集包括 600张影像与 3210个飞机
目标，车辆数据集包括310张影像与2819个
车辆目标，影像大小为

2806张遥感影像，包含飞机、船只等15类共
188282个目标实例，影像大小为800×800像
素到4000像素×4000像素不等

23463张遥感影像与 190288个目标实例，共
20类目标，每类约1200张影像

21761张遥感影像与 55740个目标实例，包
含13类目标类型

分为 4类数据集，其中飞机数据集 446景
4993个目标实例，操场 189景 191个目标实
例，立交桥 176景 180个目标实例，油桶 165
景1586个目标实例

102张高分三号遥感影像与108张Sentinel-
1遥感影像，共43819个目标实例，影像大小
为256像素×256像素

真实数据部分有253张来自112个不同位置
的遥感影像，包含 14700个人工标注飞机目
标实例；合成数据集有 50000张遥感影像和
约63000个飞机目标实例

123个视频和超过 110 k个帧，包含目标是
劣的边界框和属性注释

包含8个场景约60个视频，每个场景包含自
行车、行人、滑板、骑车等目标

53张遥感影像，包含 32716个车辆实例以及
58247个负面实例

1张大尺度新西兰基督城遥感影像，包含
220000个建筑物实例

1152张来自 8个不同城市的各个季节的遥
感影像，用于分割建筑物

1047张遥感影像，包括超过 22000个建筑物
目标实例

https：//kelvins.esa.int/proba-v-super-
resolution/data/

https：//computervisiononline.com/
dataset/1105138664

https：//share.weiyun.com/5ugrczK

http：//www.escience.cn/people/
JunweiHan/NWPUVHR10dataset.html

https：//ucassdl.cn/

https：//captain-whu.github.io/DOTA/
dataset.html
http：//www.escience.cn/people/
gongcheng/DIOR.html
https：//github.com/CrazyStoneonRoad/
TGRS-HRRSD-Dataset/tree/master/
OPT2017

https：//github.com/RSIA-LIESMARS-
WHU/RSOD-Dataset-

https：//github.com/CAESAR-Radi/
SAR-Ship-Dataset

https：//www.cosmiqworks.org/
current-projects/rareplanes/

https：//uav123.org/#portfolio
https：//cvgl.stanford.edu/projects/
uav_data/
https：//gdo152.llnl.gov/cowc/
https：//study.rsgis.whu.edu.cn/pages/
download/building_dataset.html

https：//project.inria.fr/aerialimagelabeling/

https：//www.airs-dataset.com/

续表
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定量遥感

Aerial Image Segmentation
Datasets

（Yuan等，2013）
EvLab-SS Datasets
（Zhang等，2017）
黑河流域综合遥感
联合实验数据集
（李新 等，2012）

怀来遥感站地面观测
数据集

（柏军华 等，2020）

中国东北森林遥感监测
物候期分布数据集
（于信芳 等，2014）

2002年—2018年高亚洲
逐日积雪覆盖度数据集

（邱玉宝和王星星，2020）

约23.8 GB

约701 GB

约193 MB

20.5 MB

40 GB

80张高分辨率遥感影像数据集，包括 4类目
标，影像大小为512像素×512像素

60张遥感影像，包含 11个主要类别，平均影
像大小约为4500像素×4500像素

大型定量遥感数据集，包括航空遥感、卫星
遥感、气象水文、定量检测等多达 701个子
数据集，数据总大小可达700 GB左右

包括紫外辐射、短波上下行辐射、辐射温度、
热通量数据等多种遥感观测数据。时间范
围为 2019-07—2020-08。包含日、小时等
4种时间采样间隔

包括中国东北森林植被生长始期、生长末
期、生长期长度 3种物候期数据。时间范围
为2000年—2010年
包括中国、缅甸、尼泊尔等亚洲高海拔地区
基于归一化积雪指数反演的积雪覆盖度数
据。时间范围为2002年—2018年

http：//www.jiangyeyuan.com/ASD/
Aerial%20Image%20Segmentation%
20Dataset.html
http：//earthvisionlab.whu.edu.cn/zm/
SemanticSegmentation/index.html

https：//data.tpdc.ac.cn/zh-hans/

http：//www.geodoi.ac.cn/WebCn/doi.
aspx?Id=1676

http：//www.geodoi.ac.cn/WebCn/doi.
aspx?Id=136

http：//www.crensed.ac.cn/portal/
metadata/0e277d66-d89b-4e54-8a75-
fe22fcc3adee

续表

应用领域 数据集名称 数据集大小 数据集内容 数据集链接

5.1 遥感场景识别

遥感场景识别是指给定一幅遥感影像，对其

包含的场景（如操场、桥梁等）进行分类和识别。

经典的场景识别数据集包括 UC Merced （Yang
和 Newsam， 2010） 和 WHU-RS19 （Dai 和 Yang，
2011）等。

其中，UC Merced 是加州大学默塞德分校

Newsam等于 2010年提出的经典遥感场景识别数据

集，用于对城市地区的土地利用场景进行分类。该

数据集的空间分辨率约为0.3 m，图像尺度为256像
素×256像素，包含 21类场景，每类 100张，共计

2100张影像（图 4）。在该数据集的研究方面，余

东行等（2020）基于迁移学习和集成学习的思想，

首先通过多个预训练的卷积神经网络进行特征提

取，再基于分类器的集成获取预测结果，并在少量

样本参与训练的情况下取得了90.74%的分类精度。

5.2 土地覆被/利用分类

20世纪 90年代以来，土地覆被/利用（LULC）
作为全球变化的重要组成部分，成为全球变化研

究的重要领域（张新荣 等，2014；Yin等，2018），

许多遥感影像样本数据集也相继公开发表，包括

EuroSAT（Helber等，2019）、Urban Land Cover Datasets
（Johnson 和 Xie，2013）、Gaofen Image Datasets（Tong
等，2020）等。

其中，EuroSAT是由德国凯泽斯劳滕大学人工

智能研究中心的Helber团队于 2018年制作发布的

新型土地覆被分类数据集，遥感数据来自于

Sentinel-2卫星，由 27000个带有标签和地理参考

（a）港口

（a）Harbor

（d）中型住宅

（d）Medium
residential

（g）建筑物

（g）Buildings

（b）网球场

（b）Tennis court

（e）立交桥

（e）Overpass

（h）棒球场

（h）Baseball diamond

（c）高速公路

（c）Highway

（f）海滩

（f）Beach

（i）灌木丛

（i）Chaparral
图 4 UC Merced数据集样例

Fig. 4 Samples of UC Merced datasets
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的影像组成，每张影像包含 13个光谱波段，共计

10类土地覆被类型 （图 5）。Helber等 （2019） 基

于GoogLeNet和ResNet-50对数据集进行了分类试

验，总体精度可达98.57%。

5.3 专题要素提取

专题要素通常是研究人员感兴趣的特性目标，

如建筑、道路、水体等。相比于土地覆被/利用分

类，专题要素提取的对象较为单一，典型数据集

包括 SpaceNet（CosmiQworks等，2018）、Road and
Building Detection Datasets（Mnih，2013）、Salinas
Valley Datasets（GIC等，2020）等。

Road and Building Detection Datasets是多伦多

大学的 Volodymyr Mnih于 2013年发布的美国马萨

诸塞州建筑物与道路提取的航空影像数据集。其

中建筑物数据集包括 151张航空影像（137张训练

集、10张测试集、4张验证集），标签来自于Open
Street Map。每张影像大小为 1500像素×1500像素，

空间分辨率为 1 m（图 6），主要覆盖城市和郊区不

同尺度的建筑物。道路数据集包括 1171张航拍影

像（1108张训练集、14张验证集、49张测试集）。

Mnih（2013）基于该数据集探索了条件随机场和联

合结构噪声模型对卷积神经网络的影响，在道路与

建筑物数据集上的精度可达89.04%和92.11%。

5.4 遥感变化检测

变化检测是根据对同一物体或现象在不同时

间的观测来确定变化区域的方法（Singh，1989），

是更新地理数据、评估灾害、地理现象探测等应

用的重要基础，典型数据集包括 xBD（Weber和
Kané， 2020）、Multi-temp Scene Wuhan （Wu等，

2016）、ABCD（Fujita等2017）等。

Multi-temp Scene Wuhan （MtS-WH） 数据集

由武汉大学 SIGMA团队于 2019-03发布，主要包

括两张由 IKONOS传感器获得的 7200×6000的高分

辨率影像（图 7），其覆盖区域为中国武汉市汉阳

区。两个时相分别为 2002-02和 2009-06，空间分

辨率为1 m，包含近红外、红、绿、蓝共4个波段。

每个时相训练集包含 190张影像，测试集包含

1920张影像，场景共划分为 9类。Wu等 （2016）
提出一种用于场景变化检测的模型DCCA-Net，在

MtS-WH上的总体精度可达88.2%。

5.5 目标检测

目标检测的核心任务是判断遥感影像中是否

存在某一特定目标（如飞机、舰船、车辆、储油

罐等），并对其进行定位和分类识别（李文斌和何

冉，2020）。其数据中的目标一般以边框的形式进

行标注。典型遥感目标检测数据集包括 DOTA
（Xia等，2018）、DIOR（Li等，2020）等。

（a）航空影像

（a）Aerial image
（b）标签影像

（b）Labeled image
图 6 Road and Building Detection数据集样例

Fig. 6 Samples of Road and Building Detection datasets

（a）居民区

（a）Residential
buildings

（d）永久作物（示例1）
（d）Permanent crop

（Case one）

（g）永久作物（示例2）
（g）Permanent crop

（Case two）

（b）高速公路

（b）Highway

（e）海洋和湖泊

（e）Sea and lake

（h）牧草

（h）Pasture

（c）草本植被

（c）Herbaceous
vegetation

（f）河流

（f）River

（i）森林

（i）Forest

图 5 EuroSAT数据集示例

Fig. 5 Samples of EuroSAT datasets
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DIOR数据集是西北工业大学程塨团队于2019年
发布的基于大规模光学遥感影像的新型目标检测

数据集。数据集影像来源于中国资源卫星数据和

应用中心提供的Google Earth、高分二号和吉林一

号及 CycloMedia B.V.航拍影像，该数据集包含

20类目标，共计23463张影像与190288个实例，每

个类别约含有1200张影像。图8为该数据集的示例

图像。 Li 等 （2020） 选取了 R-CNN、YOLOv3、
SSD、CornerNet等 12种主流目标检测方法对数据

集进行了基准测试，为未来研究提供了性能基准。

5.6 遥感语义分割

语义分割是计算机视觉领域的概念，其目标

是对图像中每个像素进行语义分类，其与经典的

遥感影像分类都属于逐像素分类任务，具有相通

性。典型的遥感语义分割数据集包括Aerial Image
Segmentation Datasets（Yuan等，2013）、Evlab-SS
Datasets（Zhang等，2017）等。

其中，Aerial Image Segmentation Datasets是美

国橡树岭国家实验室于 2017年发布的用于语义

分割的航空影像数据集，包含 80张空间分辨率在

0.3—1 m的航空影像，数据源为Google Earth的红

绿蓝 3波段航空影像和 Open Street Map的包含建

筑、道路和背景的标签数据（图 9），覆盖区域包

括芝加哥、苏黎世、柏林、巴黎和波茨坦。Kaiser
等（2017）基于一种增加跳层连接的全卷积神经网

络对该数据进行了测试，分类精度为可达 89.8%，

F1-Score达0.844。

5.7 定量遥感

定量遥感属于遥感领域重要发展方向之一，

其原理是利用遥感传感器获取地表地物的电磁波

信息，在先验知识和计算机系统支持下，定量获

取观测目标参量或特性的方法与技术 （李小文，

2005）。与地物分类和目标检测等遥感影像数据集

不同的是，定量遥感样本数据集多建立在区域乃

至全球尺度上，其影像样本多为单个点位上的地

物光谱，属性信息为待反演的参数（如叶面积指

数、土壤湿度等），主要由科研机构发布，典型数

据集包括黑河流域综合遥感联合实验数据集（李

新 等，2012）、中国东北森林遥感监测物候期分布

数据集（于信芳 等，2014）、怀来遥感站地面观测

数据集（柏军青 等，2020）等。

其中，黑河流域综合遥感联合实验数据集是

由原中国科学院遥感应用研究所、北京师范大学

地理学与遥感科学学院等多个研究机构于 2010-07
对外发布。该数据集为超大型综合数据集，截至

2012年包括航空遥感、卫星遥感、气象水文、定

量检测等多达 701个子数据集，数据总大小可达

7000 Gb左右，图 10为 1998年—2002年黑河流域

NPP数据集样例。基于该数据集开展的定量遥感

研究众多，如杨永民 （2010） 通过气象数据、通

（a）2002-02
（a）In February，2002

（b）2009-06
（b）In June，2009

图 7 MtS-WH数据集样例

Fig. 7 Samples of MtS-WH datasets

（a）飞机

（a）Airplane
（b）卡车

（b）Vehicle
（c）棒球场

（c）Baseball field
图 8 DIOR数据集样例

Fig. 8 Samples of DIOR datasets

（a）航空影像

（a）Aerial image
（b）标签影像

（b）Labeled image
图 9 Aerial Image Segmentation数据集样例

Fig. 9 Samples of Aerial Image Segmentation datasets
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量观测数据等基于 SEBS模型对黑河流域的蒸散发

进行了估算，并探究了区域内植被物候特征、水

分收支情况等。

5.8 其他数据集

除了上述数据集，还有一些影像样本数据集，

由于其数量不多，因此在这里以典型代表进行

介绍。

SEN1-2（Schmitt等，2018）是由慕尼黑工业大

学地球观测信号处理中心的M.Schmitt等于 2018年
制作发布的用于研究雷达与光学影像融合算法的

数 据 集 ， 由 282384 对 Sentinel-1 雷 达 影 像 与

Sentinel-2光学影像的图斑组成，其数据覆盖全球

且包含各个季节（图 11）。Schmitt等（2018）基于

该数据集探索了 SAR影像着色、基于 SAR影像的

光学影像检索等应用，影像匹配精度可达93.9%。

VisDrone2018数据集（Zhu等，2020）是由天

津大学机器学习与数据挖掘实验室的 AISKYEYE
团队制作并发布的无人机遥感数据集。数据集覆

盖中国 14个不同城市，由 263个视频片段组成，

共计 179264帧与 10209张影像，同时提供了超过

250万的行人、车辆等目标的标注信息 （图 12）。

Zhu等（2020）基于目标跟踪、视频内目标检测等

任务对该数据集进行了测试，验证了数据集的质

量与挑战性，为未来的研究提供了算法参考。

6 影响力分析

本节以数据集文献的引用量为影响力指标制

作词云图（图 13），进一步揭示不同样本数据集在

科研中的影响力。由图 13可以直观看出，各应用

领域均包含影响力较高的数据集，而以UC Merced
和 AID为代表的场景识别类数据集和以 DOTA、
NWPU VHR-10为代表的目标检测类数据集无疑具

有更高的影响力。在深度学习研究中，模型结构

和算法策略上的创新都需要进行验证，而上述数

据集因其影响力、数据质量等因素常被引用，一

定程度上能解决统一标准缺乏的问题，使得深度

学习在遥感领域的相关研究更加系统、规范。

图10 黑河流域NPP数据集样例图（Lu等，2009）
Fig. 10 Samples of NPP Datasets of Heihe River Basin

（Lu et al.，2009）

（a）雷达影像

（a）SAR images

（b）光学影像

（b）Optical images
图11 SEN1-2数据集样例

Fig. 11 Samples of Aerial Image Segmentation datasets

图 12 VisDrone2018数据集样例

Fig.12 Samples of VisDrone2018 datasets
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相比之下，语义分割等其他 4类数据集的关注

度较低。诚然，数据集的影响力一方面受到领域

热度的影响，另一方面受到数据集的质量影响。

一些近几年出现的新型数据集 （如 xBD、DIOR）
由于数据质量较高、数据新颖、标注质量高或定

量遥感领域的数据集由于深度学习的引入而受到

更多关注等原因，逐渐成为研究热点，可以预见

其影响力将在未来进一步增加。

7 讨 论

经过文献分析可知，在当前遥感影像的信息

提取研究中，以卷积神经网络为代表的深度学习

已经得到了广泛应用。然而深度学习本质上属于

数据驱动模型，其精度和泛化能力取决于样本数

据的规模、标注质量以及是否具有代表性等因素。

当前大部分研究的思路仍是针对某一应用场景，

通过样本数据的采集及标注，对深度学习模型进

行监督训练。不可忽略的是，遥感、地学领域的

样本采集及标注的成本相比计算机视觉领域要高，

因此如何充分利用已有样本、并充分挖掘未标记

样本共同进行模型训练，就成为了一个重要的研

究方向。针对这一问题，本文从样本的时空迁移、

小样本与零样本学习、样本的主动发现以及样本

生成等角度，对相关研究方法进行讨论。

7.1 样本时空迁移

在当前的遥感应用研究中，多采用某一特定

区域和某一特定时相的样本进行模型的训练或标

定，当更换研究区和时相后，模型精度往往下降，

因此如何提高样本和模型的时空可迁移性，就成

为了一个亟需解决的关键问题。

之所以会存在样本时空迁移问题，主要由于

不同时相、不同区域的样本可能在形状、纹理、

光谱、物候特性、成像质量等方面存在差异，从

而导致样本分布的不一致。一种解决方法是在新

的时空下重新制作样本数据集，以满足模型训练

或标定的条件，然而高质量样本数据集的制作需

要耗费大量人力成本与时间成本。

相比于重新采样，样本数据集的时空迁移可

以将某一地的样本用于另一地，将历史样本用于

当前影像以及将当前样本用于历史影像，从而大

大减少额外采样带来的工作量。而深度迁移学

习 （包括模型微调 finet-uning、域适应 domain
adaptation等）的研究为解决样本的时空迁移问题

提供了一种可行的途径和手段。以历史影像分类

为例，可以采用域适应方法，将当前采集的样本

视为源域，将待分类的历史影像作为目标域，通

过源域和目标域之间的匹配、对齐等操作，可以

将源域的分类模型作用于目标域，以提高历史影

像的分类精度。

7.2 小样本学习与零样本学习

深度学习本质上是一个数据驱动模型，其训

练需要海量样本数据才能获得较好的效果。如果

样本数量较少、甚至没有标签样本，则深度学习

模型将容易陷入过拟合，在预测新的数据时精度

较差。然而在遥感应用研究中，已有数据集往往

仅包含少量样本，因此如何利用有限的样本数据、

抽取其先验知识、并推广应用到新数据中，也是

一个亟需解决的关键问题。

小样本学习和零样本学习为解决上述问题提

供了思路 （Wang 等，2020）。当前的小样本学习

一般是基于元学习的思想，方法包括基于度量的

元学习、基于优化的元学习和基于模型的元学习

等。而零样本学习则考虑在模型没有见过该类样

本的情况下，也能做出正确分类和识别，其方法

多以构建鲁棒性强的语义特征空间为主，尽量缩

小见过与未见过样本之间的特征分布差异。

在未来研究中，如何构建合适的样本分布假

设、并提高特征空间的代表性和可分性，是提高

稀疏样本条件下模型泛化能力的一条重要途径。

图 13 数据集影响力词云图

Fig.13 Word cloud of datasets influence

600



冯权泷 等：遥感影像样本数据集研究综述

7.3 样本主动发现

样本主动发现是指如何基于有限的标签样本，

对未标记的样本进行标注的过程。当前热门的样

本主动发现方法包括主动学习（Settles，2009）和

半监督学习等。其中主动学习一般对最不确定和

最具代表性的样本进行查询，并将其交由专家进

行标注，并利用最新的标注样本对模型进行更新。

然而当未标注数据过多时，主动学习的交互标注

过程仍然会耗费大量成本。同时，半监督学习是

一种不依赖专家交互、同时利用少量标注样本和

大量未标注样本进行模型共同训练的一种学习策

略（韩嵩和韩秋弘，2020）。而遥感影像作为天然

的未标注样本池，可以为半监督学习提供海量的

未标注样本数据。在遥感影像分类中，一种常见

的半监督学习方法是首先利用有限的标签样本进

行模型训练，并用该模型对未标记的样本进行分

类从而得到伪标签并加入标签样本集，下一轮再

同时利用标签和伪标签样本共同优化分类模型。

7.4 样本生成

相比于从遥感影像中主动发现样本，样本生

成则关注于如何从无到有进行样本生产，从而提

高样本的规模，避免深度学习模型的过拟合。

在样本生成方面，生成对抗网络GAN是当下

的研究热点，尤其在计算机视觉样本生成领域取

得了巨大成功。GAN通过学习真实样本的分布，

可以生成与之类似的伪样本以进行数据增强，从

而提高深度学习模型的泛化能力。然而GAN的训

练本身就需要海量样本数据，而在遥感领域，样

本数据集规模较小，难以完全反映样本的真实分

布情况，从而导致 GAN生成的伪样本效果欠佳。

因此对于小样本数据集，如何将GAN融入到小样

本学习中，是遥感影像智能分析领域未来的一个

重要研究方向。

8 结 语

随着深度学习等人工智能技术的不断更新和

发展，新型遥感影像样本数据集也在相继发布，

促进了人工智能在遥感领域的应用和推广。本文

首先针对 2001年—2020年近 20 a遥感领域中的典

型样本数据集，从数据来源、应用领域、关键词

热度分布等 3个方面进行了元数据分析，并以应用

方向为依据将其划分为场景识别等 8个子集，对其

中具有典型性、代表性的样本数据集以及相关研

究进行了归纳和综述。此外，本文针对遥感领域

内数据驱动模型所面临的稀疏样本问题，详细探

讨了样本时空迁移、小样本和零样本学习、样本

主动发现、样本生成等算法策略的适用性和研究

前景。综上，本文首次对遥感影像样本数据进行

了详细的综述分析，可为相关领域科研人员提供

数据支撑和算法参考。
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Abstract：With the rapid development of artificial intelligence technology such as machine learning and deep learning in remote sensing,

data-driven models have become a new research paradigm for automatic information retrieval from remote sensing imagery, calling for

higher requirements for the quantity, quality, and diversity of sample datasets. Before the era of deep learning, because classical machine

learning methods (e.g., support vector machine and random forest) do not require huge numbers of samples for model training, the

previously published sample datasets usually have a relatively small size (i.e., less than 100). In recent years, with the rapid development of

technologies such as big data, parallel computing, and deep learning, many scholars and research institutions have issued a series of sample

datasets, laying a solid foundation for a wide range of research and applications such as scene understanding, semantic segmentation, and

object detection from remote sensing images. However, comprehensive review of the recently published sample datasets for remote sensing

image analysis under the context of big data and deep learning remains lacking. Therefore, the objective of this study is to summarize and

analyze these datasets to provide a valuable data reference for relevant researchers.

On the basis of literature retrieval and analysis, this paper summarized a total of 124 widely used, open access, and influential remote

sensing image sample datasets that were published between 2001 and 2020.

We reviewed and summarized the development of recently published sample datasets for remote sensing imagery based on metadata

analysis from the following aspects, such as data sources, application fields, keywords, and data size. Afterward, we analyzed these sample

datasets from the perspective of spatial, spectral, and temporal resolutions. We listed the commonly used deep learning models (e. g.,

convolutional neural networks, recurrent neural networks, and generative adversarial networks) in the remote sensing field to show how

these sample datasets could be used. We also divided the remote sensing image sample datasets into eight categories based on the following

application fields: scene recognition, land cover/land use classification, thematic information extraction, change detection, ground-object

detection, semantic segmentation, quantitative remote sensing, and other applications. The typical datasets and related research progress

were carefully reviewed for each application field. In addition, because deep learning models are data-hungry, how to train a model with

good generalization capability under limited labeled data has become a significant issue, especially for remote sensing applications given

that obtaining sufficient labeled samples is time-consuming. To address this issue, we discussed several methods that could increase the

model’s generalization capability, including sample transfer between spatio-temporal domains, few-shot learning, and zero-shot learning,

active learning, and semi-supervised learning for sample discovery, as well as sample generation through generative adversarial networks.

By means of multi-dimensional analysis, we give a comprehensive overview of remote sensing image sample datasets. To the best of

our knowledge, this paper is the first review of remote sensing image sample datasets for deep learning, potentially providing data reference

for researchers in related fields.

Key words：remote sensing imagery, sample datasets, machine learning, deep learning
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