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摘 要：旋转森林RoF（Rotation Forest）是一种功能强大的集成分类器，它在高光谱图像分类中已经获得了很多

成功的应用。然而，现实数据经常存在类别不平衡的问题，这使得传统的RoF算法侧重识别多数类别的样本，

而忽略了少数类样本的分类精度。SMOTE（Synthetic Minority Oversampling Technique）算法通过模拟生成新样本

的方式来增加少数类别样本的数量，进而达到平衡数据集类别的效果；但是 SMOTE算法目前主要被用于数据预

处理阶段，并且在处理多类问题时具有增加人工噪声的风险。为了解决高光谱数据学习中的多类不平衡问题，

本文提出了一个新的 SMOTE和RoF动态集成算法；该算法利用动态采样因子技术，将类别分布优化和基分类器

训练过程进行融合。本实验利用 Indian Pines、Salinas以及Pavia University这 3个公开的高光谱数据对新的 SMOTE
和RoF动态集成算法的性能进行测试，同时选取 4种对比算法，包括随机森林、传统的RoF以及通过随机过采样

和 SMOTE数据预处理后的RoF算法，并且采用总体分类精度、平均分类精度、F-measure、Gmean、最小召回

率、集成分类器多样性、模型训练时间以及McNemar测试等为算法性能评价标准。实验结果表明本文方法具有

明显的分类优势，可以保证在增加数据总体分类精度的基础上提高小类别样本的识别精度。
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1 引 言

高光谱图像不仅具有较高分辨率，而且包含

非常丰富的光谱信息，已在军用和民用领域中获

得了广泛应用（Tu等，2020；杜培军 等，2016）。

但是，高光谱图像分类经常会遇到类别不平衡的

问题 （Rodriguez等，2006；韩竹 等，2020）。所

谓的类别不平衡指的是数据中某些类别的样本数

量明显少于其他类别（García等，2018）。通常情

况下绝大多数分类器在对类别不平衡数据分类时

都会出现一定程度的性能损失 （Díez-Pastor等，

2015；张永清 等，2020）。或者说分类器虽然获得

了较高的总体分类精度OA（Overall Accuracy），却

忽略了少数类样本的识别。

不平衡数据一般包括两种类型：二类和多类。

类别间样本分布不均、多种类别重叠和样本噪声

等问题，使得多类不平衡数据相对二类数据更加

难以处理（Krawczyk，2016）。多类不平衡分类问
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题的理想处理结果是：一个分类器可以在不牺牲

多数类别分类准确性的情况下，提高少数类的分

类精度（Feng和Bao，2017；Feng等，2019a）。目

前，研究学者针对以上问题已经提供了很多方法，

例如，Jimenez-Castaño等 （2020） 优化了孪生支

持向量机算法，使用高斯相似度并结合基于中心

核比对的方法改善数据可分类性，用于处理不平

衡数据；Arshad等 （2019） 提出了一种半监督深

度模糊C均值聚类算法，提取新特征以控制冗余；

Douzas等（2018）将K均值聚类算法与合成少数类

过采样算法 SMOTE（Synthetic Minority Oversampling
Technique）相结合，克服其他过采样算法的缺点，

消除类间不平衡和类内不平衡同时避免产生噪声

样本，其中，SMOTE算法是对少数类别样本进行

分析和模拟，并将人工模拟的新样本添加至数据

集中，从而调节数据中类别的不平衡比率。但是

大多数方法都集中于解决二类不平衡问题，不适

用于多类情况（才子昕 等，2019）。

数据采样是常用的不平衡高光谱数据处理方

法。典型的采样算法包括随机欠采样RUS（Random
Undersampling） 和 随 机 过 采 样 ROS （Random
Oversampling）。RUS算法通过随机缩小多数类别

的样本数量使样本达到平衡，但是RUS算法会导

致重要信息的丢失；ROS算法的作用则与RUS完
全相反，它是在少数类别中通过随机生成更多

样本，直到所有类别达到平衡，然而ROS算法虽

然可以克服 RUS的缺陷，但是会引起算法的过

拟合。

SMOTE是ROS的升级算法，它可以有效地避

免过拟合现象，已被用于解决机器学习中的类别

不平衡问题，例如，Bhagat和Patil（2015）首先使

用 SMOTE来平衡数据中各类别的样本数量，然后

利用随机森林进行分类；Bandara等（2020）也是

先通过 SMOTE算法平衡数据集，然后构建滑坡敏

感性模型，最后比较了随机森林与旋转森林算法

在平衡数据情况下的性能表现。以上方法都可以

在一定程度上提高分类器对小类别样本的分类精

度，然而，这些技术仍侧重解决二类不平衡问题，

在面临复杂的多类不平衡问题时难以拓展。在高

光谱图像分类中，Cai和 Zhang（2019） 将 SMOTE
算法应用于Pavia University数据集上，有效解决高

光谱数据不平衡问题，Zhou等（2020）通过SMOTE
合成少数类别的人工样本，解决了多类情况下样

本不平衡的问题。但是，大多数研究只将 SMOTE

算法应用于数据预处理阶段。由于 SMOTE算法

在训练样本时具有引入额外噪声的风险（Pan等，

2020；Elreedy和 Atiya，2019），一次性平衡样本

可能导致产生的噪声无法修正，进而影响分类模

型的训练效果。因此，如何改进 SMOTE算法解决

复杂的多类不平衡问题面临着巨大的挑战。

集成学习已经成功应用于高光谱图像分类

（Mullick等，2020；Feng等，2019b）。旋转森林

ROF（Rotation Forest） 是一种功能强大的集成分

类器（Tu等，2020；Rodriguez等，2006），引起了

广泛关注。该算法通过结合多种随机因子来提升

自身的学习性能，这些随机因子包括：数据随机

选择、特征随机选择和特征空间旋转等。RoF算法

的传统构造偏向于对多数类别进行分类，而忽略

少数类样本的识别。目前虽然已有很多改进的RoF
算法，但是仍然普遍适用于平衡数据集的学习。

因此，改进RoF算法，使之适合不同比例的多类

不平衡数据是一个非常有意义的研究方向。

本文提出了一个新的 SMOTE和RoF的自适应

内部集成算法。该算法利用动态采样因子技术，

将类别分布优化和基分类器过程进行融合，并可

以有效地解决高光谱数据中的多类不平衡问题。

2 RoF分类算法

RoF算法是一种随机森林算法衍生而来的集成

分类器，它通过特征空间变换，可以更加有效地

提高基分类器的多样性 （Feng 等，2019a）。设

{X，Y} = {(x1，y1 )，⋯， (xN，yN )}为训练样本集，

其中 x i = [ xi，1，⋯，xi，n ] ∈ Rn 为特征为 F的训练

样本，Y为带有样本类别的向量，yj为类别标签

ω = {ω1，⋯，ωL}的集合中的元素（L为样本的类

别总数）。设 D1，⋯，DT 为集成算法中的基分类

器，其中T为分类器的数量。

为构造分类器Di，首先将具有 n个特征的F随

机分成H个互不相交的子集。假设H是 n的因数，

每个特征子集都包含M = n/H个特征，用F i，j表示

用于训练分类器Di的第 j个特征子集，由F i，j组成

的样本集合表示为Z。其次，对Z执行 75%的样本

随机采样，并对选中的样本集合进行主成分分析

PCA（Principal Component Analysis）；然后保存主

成分分析的系数 a (1)i，j，⋯，a (Mj )
i，j，每个系数的大小

为M × 1；最后将主成分分析的系数组成旋转矩阵

R i。R i可以表示为
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式中，旋转矩阵的维度为 n ×∑j
Mj。RoF算法根

据原始数据的特征F对 R i的列进行重新排序，获

得新的旋转矩阵 R i
a，其大小为 N × n。然后由

XR i
a生成一个新的训练样本集合，并训练一个分

类器Di。

3 SMOTE采样算法

SMOTE算法（Rodríguez 等，2020）是处理不

平衡数据问题比较常用的算法。该算法步骤如图 1
所示，主要包括以下过程：对于少数类的样本 x i，

选择其 K个最近邻的少数类样本 x̄，在 x i与 x̄的连

接线上插入新的合成少数类样本 xsym，新的合成样

本 xsym可以表示为

xsym = x i + α ( x̄ - x i ) (2)

式中，α是［0，1］范围内的随机变量。

为了研究 SMOTE算法产生的人工样本与真实

样本之间的区别，以下对这两种样本的均值和协

方差矩阵进行比较分析。首先令Δ = x̄ - x i，新的

合成样本 x sym = x i + αΔ，其中 α是在 [0，α∗ ]中随

机生成的，参数α∗的值通常大于或等于 1，这使得

算法能够在连接样本 x i和其随机选择的最近邻 x̄的

连线上进行外推或内插。

合成样本 xsym的方差由以下公式给出：

E [ xsym ] ≈ μx i + Cα
∗

2 ∫x i p (x i )-2d ∂p (x i )∂x dx i (3)

式中， é
ë
êêêê
∂p (x )
∂x

ù
û
úúúú
T
= ( ∂p (x )∂x1 ，⋯，

∂p (x )
∂xd )， d 是向

量的维度，N是所考虑的样本原始的数量，p (x i )
是样本 x i的条件密度函数，I是单位矩阵，C的计

算公式如下：

C = N!Γ(1 +
2
d )

2
dΓ(K + 2d + 1)

πK!(d + 2)Γ(N + 2d + 1)
(4)

式中，K为少数类样本的最近邻样本数，Γ为伽马

函数。

合成样本 x sym的协方差矩阵由以下公式给出：

∑xsym
=∑x i

+ Cα∗
2

3 ∫x i p (x i )
1 - 2d dx i I

-C2α∗
2

3
∫
x i

p (x i )-2d ∂p (x i )∂x dx i∫
x i

p (x i )-2d ∂p (x i )
T

∂x dx i +

Cα∗

2 ( )∫
x i

p (x i )-2d ∂p (x i )∂x ( )( )x i - μx i

T
dx i + ∫

x i

p (x i )-2d ( )x i - μx i

∂p (x i )T∂x dx i

(5)

式中，μx i 是真实样本的均值，∑x i
是真实样本的

协方差函数。若样本的概率密度为多元高斯分布，

则式（3）与式（5）可以进一步简化为

E [ x sym ] ≈ μx i (6)

Σxsym = Σx i + ( )( )2π 1 - d
2 Cα

*2

3 det1 - d2d (Σx i ) ( )d
2d - 1

d
2
I +

( )-2πCα* det1d ( )Σx i ( )d
d - 2

d + 2
2

I

(7)

式中，det表示行列式。式（7）对于维度 d > 2是
有效的。对于任何 d > 2， d

d - 2都大于 1，因此生

成的样本协方差矩阵的第三项将为负值。对于标

准 SMOTE算法，α* = 1，式（7）第二项的值小于

第三项。因此，由 SMOTE生成的样本协方差矩阵

将比原始少数类样本的协方差矩阵更为收缩。

上述证明了 SMOTE生成的样本均值接近于真

实样本的均值，两者的协方差矩阵之间存在一些

差异。

图1 SMOTE算法示意图

Fig.1 SMOTE algorithm diagram
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4 SMOTE和RoF动态集成算法

本文提出了一种新的 SMOTE和RoF动态集成

算法。该算法使用样本权重和动态采样因子来降

低 SMOTE算法引入人工噪声的风险，并与RoF算
法进行内部结合，最终用于多类不平衡高光谱数

据学习问题。

4.1 样本重要性权重函数

本文提出一个新的样本重要性权重函数，来

缓存 SMOTE产生额外噪声的影响。该权重函数的

概念源于集成间隔理论。在间隔理论中，对于给

定的样本，它的间隔值越低，说明它包含的信息

量越多，越容易获得更多分类器的关注（Zhou和
Guo，2019）。

假设训练样本为 (x，y )，ht (x )是由 T个分类

器预测的标签。θ ↦ δ (θ )是根据 θ是否为真将 θ映

射为 1或 0的函数。v (x，c ) =∑
t = 1

T

δ ( )ht (x ) = c 为预

测样本 x的标签为 c的分类器个数。则样本 x的集

成间隔值可以表示为：

margin (x,y ) = 1T ( )v (x,y ) - max
c ≠ y v (x,c ) (8)

样本的权重由以下公式定义：

W (x,y ) = 1 - |margin (x,y ) | (9)

对本文提出的样本重要性权重函数进行数学

推导，式也可以写成：

W (x,y ) =1- 1T ( )v ( )x,h͂1 (x ) -min ( )v (x,y ),v ( )x,h͂2 (x )
(10)

式中，h͂1 (x )和 h͂2 (x )是分类器数量最多的两个标

签，h͂1 (x ) = arcmax
c

v (x，c )，h͂2 (x ) = arcmax
c ≠ h͂1 (x )

v (x，c )。
统计预测样本 x获得每个类别的分类器数量，

并对其进行降序排列，那么W (x，y )可以看作是

两个数量最多分类器的归一化差异。

分两步对式（9）进行证明。首先，假设样本

真正的标签是由多个分类器投票选定，h͂1 (x ) = y，
那么 W (x，y ) = 1 - ( )v ( )x，h͂1 (x ) - v ( )x，h͂2 (x ) ，

由于 v (x，h͂2 (x ) ) ≤ v (x，h͂1 (x ) ) = v (x，y )，式（9）
中绝对值的符号没有改变。

若假设分类器对于样本 x的预测值与真实值不

同 ， h͂1 (x ) ≠ y， 那 么 W (x，y ) = 1 - | v (x，y ) -

v ( )x，h͂1 (x ) |。由于 v ( )x，h͂1 (x ) ≥ max
c
v (x，c )，样

本的权重为W (x，y ) = 1 - ( )v ( )x，h͂1 (x ) - v (x，y ) 。
这意味着式 （9） 的 margin值符号发生改变，即

样 本的权重为 W (x，y ) = 1 - 1
T ( v ( )x，h͂1 (x ) -

min ( )v (x，y )，v ( )x，h͂2 (x ) )。
综上，训练样本的自适应权重函数W (x i )可由

以下公式计算：

W (x i ) = 1 - 1
∑
c = 1

L ( vc )
|
|
|||| v (x i,yi ) - max

c ≠ yi
v (x i,c ) |||||| =

1 - 1T
|
|
|||| v (x i,yi ) - max

c ≠ yi
v (x i,c ) ||||||

(11)

式中，v (x i，yi )是真实类别 y的投票数，v (x i，c )是
其他类别 c的投票数。样本具有较大的权重值

W (x i )，表明这个样本越接近于当前的分类决策边

界，并且具有较高的概率被选中参与 SMOTE 算

法，为下一个分类器的训练提供新的类别平衡的

训练样本集。因此，随着基分类器数量的增加，

分布在决策边界的样本权重会迭代增加。

4.2 SMOTE和RoF动态集成算法

本文提出的 SMOTE和RoF动态集成算法是一

种数据采样与集成框架内部结合的算法，它不仅

可以降低初始数据的不平衡率 IR （Imbalance
Ratio），还能保证训练集中样本的数量和质量。假

设数据集 S中有 L个类别，第 i个类别的样本大小

为Ni，将每个类别包含的样本集根据其样本数量

Ni进行降序排列，则N1为最大类的训练样本的数

量，NL为最小类别 L的样本数。将S的每个样本权

重值W初始化为 1 N。在每次迭代 t中，以NL为标

准，对其他所有类别 c (c = 2，⋯，L )利用重采样

率ω%执行有放回随机采样，选取ω% ⋅ N1个样本，

然后通过 SMOTE算法生成剩下的 (1 - ω% ) ⋅ N1个

样本。最后通过将NL、采样样本以及 SMOTE产生

的样本进行组合，获得各类别数量平衡的训练样

本集S t。然后与传统RoF算法一样，对数据集S t进

行特征空间旋转，以获得最终的训练数据集 S't，
并训练一个分类器Dt。根据式（9）更新所有初始

训练样本的权重值W，并更新重采样率ω%。重复

以上步骤，直到 t达到最大迭代次数。最终的预测

结果通过利用最大投票规则将所有的分类器结果

进行融合获得。本文算法的伪代码描述如下：
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输入：训练样本集 S，特征集合F，类别数 L，
Ni为第 i个类别的样本数量，ω%为重采样率，H
为随机分解的特征子集数量，D为基分类器，T为
基分类器的数量，E=∅为集成分类模型。

初 始 化 ： 将 所 有 x i ∈ S 的 权 重 初 始 化 为

W1 (x i ) = 1 N。
将S中的 L个类别按照包含的样本数量Ni进行

降序排列。N1为最大类的训练样本的数量，NL为

最小类别L的样本数。

1. for t=1∶T
2.定义S1，t为包含NL个样本的集合

3. for c=2∶T
4.对类别 c中的所有样本，根据Wt执行数量为

ω% ⋅ N1的权重采样，获得样本集Sc，t

5. 利用 SMOTE算法，生成样本个数为 (1 -
ω% ) ⋅ N1的数据集S'c，t

6. end for
7. 将采样数据集 Sc，t (c = 1，⋯，L )与人工生

成的数据集 S'c，t (c = 2，⋯，L )进行结合，生成一

个新的平衡数据集S t
8. 对数据集 S t的特征集 F进行随机分配，得

到H个不相交子集F t，h

9. for h=1∶H
10. 将 F t，h的特征组成 S t，h，并将 PCA应用于

S t，h获得系数 ct，h

11. end for
12. ct，h构成矩阵Mt，以原始数据特征 F为标

准，对Mt的列进行重新排序，得到旋转矩阵M't，
构建训练集S't = [S t ⋅ M't，Y t ]

13.用S't训练一个分类器Dt

14. E ← E ∪ Dt

15.改变采样率ω%
16. for x i ∈ S
17.更新Wt (x i )
18. Wt + 1 (x i ) ← Wt (x i )
19. end for
20. end for
21.输出：集成模型E

本文提出的算法利用动态采样为不同的基分

类器提供具有多样性特征的训练样本集合。在使

用 SMOTE算法之前，以不同的采样率 ω%对所有

少数类样本进行随机采样。以下示例用于详细说

明ω%的更新过程。

若设置采样ω%的范围为 10%至 100%，对于

第一个分类器，ω%等于 10%；第二个分类器ω%
更新为 20%，然后以此类推。当ω%等于 100%时，

对于类别 ω%执行是完全的随机过采样；若集成

模型尺寸ω%为 30，那么每 10个分类器，ω%执行

3次从10%至100%的迭代更新。

5 实验结果

5.1 实验设计

由于过采样算法在解决不平衡问题时应用更

为广泛，本实验主要选择ROS和 SMOTE这两种过

采样算法作为对比。为了验证本文算法在不平衡

数据集上的分类优势，本文选用 4种对比算法，分

别是随机森林 RF（Random Forest）、传统的 RoF、
ROS预处理与RoF结合的算法（记为ROSRoF）以

及 SMOTE 预 处 理 与 RoF 结 合 的 算 法 （记 为

SMOTERoF）。

实验利用分类回归树CART（Classification and
Regression Tree，）作为基分类器，所有集成模型由

30个决策树组成。对于所有的 RoF算法，参数 H
都设置为 30；数据采样率 ω%的范围设置为 10%
至 100%；实验部分所有值均为将算法独立运行

10次所得的结果均值。

5.2 评价指标

遥感图像有侧重于不同方面的评估指标 （高

连如 等，2007），本实验使用 8种不同的比较方法

对分类结果进行评估。利用平均分类精度 AA
（Average Accuracy）、总体分类精度 OA （Overall
Accuracy）、 F-measure、 Gmean 和 最 小 召 回 率

（Minimum Recall）以及运算时间对算法进行测试。

为了验证算法在集成框架提升方面的优势，集成

分类器多样性 （Feng等，2018） 被用来作为集成

算法的评估方法；另外，本实验使用McNemar非
参数成对检验来比较本文算法与其他算法在统计

意义上的性能差异；最后，为了直观地对比各个

算法的分类表现，绘制各算法在高光谱图像上的

分类结果，并将其与地面参考数据作对比。

5.3 实验数据

为了评估本文算法的有效性，本实验选用 3个
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公开的高光谱图像作为测试数据，它们分别是

Indian Pines、Salinas以及 Pavia University，数据集

参数如表1所示。其中，Indian Pines图像具有20 m
空间分辨率；Salinas图像空间分辨率为 3.7 m，包

含16个不同的类别；Pavia University图像波长范围

为0.43—0.86 μm，空间分辨率高达1.3 m。

为了验证本文算法的分类表现，本实验采用

了 IR值不同的数据集。在 Salinas图像数据以及

Pavia University图像数据中，本实验采用无放回随

机抽取方法，选择 5%的原始数据构成训练样本，

其余 95%作为测试样本；而 Indian Pines图像数据

由于不平衡比率高，更有利于本实验设计，进而

生成不同 IR值的样本。

在 Indian Pines图像数据中，构造 4个数据集，

方法是：对于多数类别样本，分别随机抽取原始

数据的 5%、10%、15%和 20%以构造训练数据集，

其它未被选择的样本作为测试样本；对于少数类

别 1、7、9、16，由于样本量过少，从每类中选取

50%样本作为训练样本，剩下的作为测试样本。

训练集的 IR通过N1/NL计算得到；6个数据集的 IR
分别为12.20、17.50、36.80、49.10、12.51和19.83；
本实验中所有训练样本及测试样本的具体信息由

表2给出。

5.4 结果分析

本文算法与对比算法在 6个不平衡高光谱图像

数据上的分类结果如表 3和表 4所示，F-measure、
Gmean和最小召回率结果如表 5所示。每组数据中

性能最佳的结果已用粗体标出。

由表 3和表 4可以看出，与大多数现有文献的

结论不同的是，RF的高光谱图像分类结果在统计

意义上优于传统RoF的分类结果。传统的RoF侧重

于多类样本的分类，而牺牲少数类样本的分类准

确率（Breiman，2001）；尤其是当样本不平衡率增

加时，传统RoF算法完全忽略了少数类样本的分

类精度（Ghosh和 Cabrera，2021）。此外，针对不

平衡数据，本文算法与这两种未经数据预处理的

分类算法相比始终可以达到最佳的分类结果。

表1 实验数据集

Table 1 Experimental data set

数据集

像素

特征数

类别数

Indian Pines
145×145
200
16

Salinas
512×217
204
16

Pavia University
610×340
103
9

表2 训练样本与测试样本

Table 2 Training sets and test sets

类别

1
2
3
4
5
6
7
8
9
10
11
12
13
14
15
16

Indian Pines
样本1（IR：12.20）

训练样本

23
71
41
11
24
36
14
23
10
48
122
29
10
63
19
46

测试样本

23
1357
789
226
459
694
14
455
10
924
2333
564
195
1202
367
47

样本2（IR：17.50）
训练样本

23
142
83
23
48
73
14
47
10
97
245
59
20
126
38
46

测试样本

23
1286
747
214
435
657
14
431
10
875
2210
534
185
1139
348
47

样本3（IR：36.80）
训练样本

23
214
124
35
72
109
14
71
10
145
368
88
30
189
57
46

测试样本

23
1214
706
202
411
621
14
407
10
827
2087
505
175
1076
329
47

样本4（IR：41.90）
训练样本

23
285
166
47
96
146
14
95
10
194
491
118
41
253
77
46

测试样本

23
1143
664
190
387
584
14
383
10
778
1964
475
164
1012
309
47

Salinas（IR：12.51）
训练样本

100
186
98
69
133
197
178
563
310
163
53
96
45
53
363
90

测试样本

1909
3540
1878
1325
2545
3762
3401
10708
5893
3115
1015
1831
871
1017
6905
1717

Pavia University
（IR：19.83）

训练样本

331
932
104
153
67
251
66
184
47
—

—

—

—

—

—

—

测试样本

6300
17717
1995
2911
1278
4778
1264
3498
900
—

—

—

—

—

—

—
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表3 Salinas与Pavia University分类精度

Table 3 Salinas and Pavia University classification accuracy
/%

类别

1
2
3
4
5
6
7
8
9
10
11
12
13
14
15
16
AA
OA

Salinas
RF
99.22
99.73
97.81
98.70
97.32
99.34
98.19
83.76
98.54
90.54
94.95
98.68
97.01
92.93
62.49
97.15
94.15
89.95

RoF
99.14
99.25
97.50
99.20
97.05
99.50
96.47
90.21
98.82
90.57
92.55
99.75
96.98
94.08

51.37
96.89
93.71
89.69

ROSRoF
99.64

99.86
98.86
99.55

96.19
99.89

98.83
82.52
99.10
92.19
95.69
99.97
98.15

93.04
61.35
98.33
94.57
89.93

SMOTERoF
99.60
99.93

99.18

99.54
96.36
99.88
98.59
80.57
99.04
92.46
95.72
99.94
98.03
93.74
64.73
98.60

94.74
90.02

本文算法

99.47
99.67
99.13
99.37
98.55

99.66
99.44

91.34

99.18

96.94

97.22

99.98
97.01
94.06
65.28

97.94
95.89

92.74

Pavia University
RF
90.06
97.39
59.37
85.02
98.82
55.84
67.40
85.81
99.93
—

—

—

—

—

—

—

82.18
86.79

RoF
91.68
97.95

41.20
77.00
98.59
62.81
2.31
92.28
99.96
—

—

—

—

—

—

—

73.75
85.16

ROSRoF
68.29
72.04
69.85
97.28

99.35
88.82

91.30

78.53
99.89
—

—

—

—

—

—

—

85.04
77.77

SMOTERoF
72.81
80.44
71.73
94.62
99.41
87.89
88.86
80.82
99.94
—

—

—

—

—

—

—

86.28
82.04

本文算法

94.10

97.10
74.96

92.31
99.76

87.63
75.88
88.36

99.99

—

—

—

—

—

—

—

90.01

92.83

注：表格中加粗的数字表示每组数据中性能最佳的结果。

表4 Indian Pines分类精度

Table 4 Indian Pines classification accuracy
/%

类别

1
2
3
4
5
6
7
8
9
10
11
12
13
14
15
16
AA
OA

样本1（IR：12.20）
RF
87.83
55.97
43.26
24.60
79.00
88.89
92.14
86.70
31.00
61.92
77.75
33.30
91.13
91.61
24.22
98.72

66.75
67.86

RoF
91.30

67.57
60.00
5.75
89.32
96.89
96.43
94.97
93.00
71.79
86.64

35.66
97.74

97.56

37.66
97.87
76.26
76.56

ROS RoF
91.30

67.64
60.86
80.00

86.73
95.76
97.14
94.59
94.00

79.07
54.02
66.37
96.26
83.87
48.96
97.87
80.90
71.46

SMOTERoF
91.30

66.28
69.01

73.89
83.59
92.52
97.86

94.88
92.00
79.42
48.24
57.00
94.51
82.64
47.25
97.87
79.27
69.26

本文算法

91.30

74.12

64.12
62.92
90.15

96.96

97.14
96.13

91.00
82.73

80.45
66.44

96.15
95.51
49.51

97.87
83.28

80.76

样本2（IR：17.50）
RF
66.09
64.61
53.68
31.78
83.79
95.68
70.00
95.59
67.00
67.19
85.27
43.67
91.19
94.82
39.45
98.30
71.76
75.09

RoF
83.91
78.87
56.48
4.11
88.23
96.33
75.00
98.68
0.00
71.85
91.19

29.34
97.51
96.37
47.44
100.00

69.71
78.73

ROSRoF
90.87
70.00
63.20
78.93
86.34
95.94
88.57

96.24
100.00

81.35
48.06
71.14
97.51
93.41
59.34
100.00

82.56
72.71

SMOTERoF
94.35

70.48
65.03
80.89

87.01
95.08
86.43
97.77
100.00

79.85
43.13
72.85
96.32
91.94
58.13
99.57
82.43
71.53

本文算法

91.30
81.66

69.65

74.67
90.32

96.86

82.14
99.21

100.00

85.23

84.61
81.40

99.19

96.67

64.20

100.00

87.32

85.58
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通过ROS或 SMOTE算法对数据预处理，能起

到平衡数据集的效果，在不同样本上 ROSRoF与

SMOTERoF在 AA方面较传统 RoF都有明显的提

升。由于本文算法将类别平衡融合于分类过程中，

本文算法取得的分类结果与 SMOTE算法作为预处

理的分类结果相比更有优势。

本文算法不仅对少数类样本的分类有帮助，

而且在很大程度上提高了总体分类精度。对于

Indian Pines数据，在不平衡率较低的样本1中，本

文所提出的算法与RF和传统RoF相比在AA方面

分别提高了 16.53%和 7.02%，在OA方面分别提升

了 12.90%和 4.20%，与ROSRoF和 SMOTERoF相比

在AA上分别提高了 2.38%和 4.01%，在OA上分别

提高了9.3%和11.5%。

表5 不同算法的F-measure、Gmean和最小召回率

Table 5 F-measure，Gmean and minimum recall of each algorithm

样本

IndianPines

Salinas
PaviaUniversity

样本1
样本2
样本3
样本4

F-measure

RF

64.00
70.85
75.72
75.50
93.90
84.75

RoF

75.87
74.30
65.37
74.30
93.27
77.50

ROS
RoF
73.35
75.28
76.80
76.11
94.15
80.46

SMOT
ERoF
72.56
75.30
75.63
76.68
94.32
82.54

本文

算法

79.92

85.54

87.77

90.02

95.99

91.26

Gmean

RF

59.78
68.12
70.10
72.05
93.61
80.45

RoF

58.06
0.00
0.00
0.00
92.75
18.15

ROS
RoF
79.10
80.85
79.67
81.35
93.95
84.12

SMOT
ERoF
77.18
80.52
80.41
82.08
94.22
85.69

本文

算法

81.71

86.57

88.21

90.69

95.45

89.55

最小召回率

RF

20.55
31.78
34.26
39.86
62.49
55.84

RoF

5.75
0.00
0.00
0.00
51.37
2.31

ROS
RoF
48.70
48.06
48.36
49.98
61.35
68.18

SMOT
ERoF
45.47
43.13
46.75
54.95
64.73
71.60

本文

算法

49.51

64.20

64.13

71.65

65.28

74.88

注：表格中加粗的数字表示每组数据中性能最佳的结果。

类别

1
2
3
4
5
6
7
8
9
10
11
12
13
14
15
16
AA
OA

样本3（IR：36.80）
RF
80.87
68.29
54.50
34.26
82.99
95.02
74.29
98.60
55.00
65.41
83.85
51.90
94.74
94.96
44.29
94.04
73.31
76.04

RoF
48.26
61.74
50.50
0.00
85.40
97.54
3.57
99.93

0.00
72.15
86.99

53.49
99.14
96.38

46.78
94.89
62.30
75.94

ROS RoF
90.43
63.18
53.19
85.99
82.34
95.12
92.86

98.08
100.00

77.11
53.94
76.75
99.37
94.65
50.09
95.11
81.76
72.12

SMOTERoF
91.30

64.92
60.69
89.70

87.66
92.09
92.86

92.14
97.00
78.38
47.92
80.61
99.26
92.11
53.89
96.17
82.29
71.54

本文算法

91.30

81.89

76.59

85.25
92.87

97.10

92.14
99.63
97.00
81.46

85.17
82.97

99.43

96.12
64.13

97.45

88.78

86.39

样本4（IR：49.10）
RF
81.30
70.20
55.69
44.42
85.35
93.61
57.86
98.09
64.00
69.18
88.27
53.62
96.83
94.78
49.48
99.79
75.16
78.40

RoF
0.00
69.54
47.53
0.00
89.43
97.62
0.00
99.16
0.00
74.23
88.52

35.01
98.84
95.96
48.51
96.81
69.71
78.73

ROSRoF
99.57
64.53
49.98
90.74

87.83
92.62
97.14
95.67
98.00
78.10
57.96
79.79
98.41
86.80
55.60
100.00

83.30
72.65

SMOTERoF
100.00
65.08
55.50
86.32
86.02
92.96
99.29

96.50
100.00
77.94
57.22
81.43
98.66
86.05
57.96
99.79
83.79
72.96

本文算法

96.09
83.65

78.33

88.63
93.59

97.89

96.43
99.56

95.00
86.09

87.00
88.61

99.39

95.46

71.65

100.00

91.09

88.40

续表

注：表格中加粗的数字表示每组数据中性能最佳的结果。
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而在不平衡率较高的样本 4中，本文算法与其

他算法相比分类精度也有明显提升，说明本文算法

在不平衡率改变的情况下同样具有很好的性能。另

外对于 F-measure、Gmean和最小召回率这 3个评

价指标，本文算法的分类结果明显优于其他分类算

法。各算法的样本多样性和运行时间分别由表 6和
表 7给出。本文算法利用动态采样技术，因此在集

成分类器多样性上本文算法的性能显著提升。

在 p < 0.05的情况下，McNemar的测试值超过

1.96，就意味着两种算法之间存在显著差异性。

McNemar的测试结果如表 8所示。从表 8中可以看

出，本文算法与其他算法的McNemar测试结果均

大于 1.96，也就是说，与其他算法相比，本文算

法的性能提升十分显著。

不同算法的高光谱图像分类结果如图 2—图 4
所示，其中图 2显示的是 Indian Pines数据在 IR为

49.1时的分类结果。不同数据上的分类结果表明

本文提出的算法性能明显优于RF算法与传统RoF
算法，在少数类别的样本分类精度高的同时，多

数类样本同样能被更好地识别出来。

表6 算法的样本多样性

Table 6 Sample diversity of each algorithm

算法

RF
RoF

ROSRoF
SMOTERoF
本文算法

Indian Pines
样本1
0.1627
0.1340
0.1596
0.1781
0.1931

样本2
0.1640
0.1317
0.1480
0.1515
0.1828

样本3
0.1522
0.1104
0.1401
0.1530
0.1754

样本4
0.1562
0.1079
0.1478
0.1575
0.1751

Salinas
0.0806
0.0605
0.0622
0.0627
0.0897

Pavia
University
0.1069
0.0705
0.0910
0.1088
0.1172

表7 算法运行时间

Table 7 Run time of each algorithm
/s

算法

RF
RoF

ROSRoF
SMOTERoF
本文算法

Indian Pines
样本1
0.40
37.70
47.67
88.82
65.35

样本2
0.64
60.23
95.01
183.74
86.08

样本3
0.90
91.59
135.56
275.17
155.00

样本4
1.22

117.32
188.32
355.93
173.01

Salinas
2.02

269.63
340.70
607.88
389.89

Pavia
University

1.53
74.20
80.13
139.31
230.90

表8 McNemar的测试结果

Table 8 Results on Mcnemar’s test

算法

本文算法与RF
本文算法与RoF

本文算法与ROSRoF
本文算法与SMOTERoF

Indian Pines
样本1
25.300
13.415
16.061
23.855

样本2
24.457
17.528
27.912
25.889

样本3
23.973
23.206
27.634
31.429

样本4
21.998
25.333
30.799
30.767

Salinas

23.038
23.214
24.290
24.083

Pavia University

36.938
45.266
68.011
58.636

（a）地面参考数据

（a）Ground truth
（b）RF分类结果

（b）RF classification result
（c）RoF分类结果

（c）RoF classification result
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（a）地面参考数据

（a）Ground truth

（d）ROSRoF分类结果

（d）ROSRoF classification result

（b）RF分类结果

（b）RF classification result

（e）SMOTERoF分类结果

（e）SMOTERoF classification result

（c）RoF分类结果

（c）RoF classification result

（f）本文算法分类结果

（f）Proposed algorithm classification result

图3 Pavia University分类结果

Fig. 3 Pavia University classification results

（d）ROSRoF分类结果

（d）ROSRoF classification result
（e）SMOTERoF分类结果

（e）SMOTERoF classification result
（f）本文算法分类结果

（f）Proposed algorithm classification result

图2 Indian Pines分类结果

Fig. 2 Indian Pines classification results
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6 结 论

本文提出了一种基于 SMOTE和RoF动态集成

算法来解决多类高光谱数据不平衡分类问题。该

算法是一种基于内部不平衡采样的集成方法，使

用样本重要性函数确定样本的权重，以降低

SMOTE算法引入人工噪声的风险，并利用动态采

样来增加样本多样性。本文使用 Indian Pines、
Salinas和Pavia University高光谱数据对提出的算法

进行多类不平衡的分类实验，选用 4种对比算法，

分别是RF、传统RoF算法，以及ROS和 SMOTE预

处理后再使用RoF分类的算法相比较，采用多种

评价方法对算法的分类性能进行评价，包括总体

分类精度、平均分类精度、F-measure、Gmean、
最小召回率、样本多样性、模型训练时间以及

McNemar测试。实验结果表明，与未经数据平衡

处理的分类算法相比，本文算法具有优异的表现。

通过对比实验可以看出，在 Salinas以及 Pavia
这类数据不平衡度较低的数据集中，本文算法在

提高少数类样本分类精度的同时，仍旧在很大程度

上提高了总体分类精度。而且，本文算法在不平

衡率较高的 Indian Pines数据集上的分类精度表明，

本文算法在不平衡率该表的情况下同样拥有很好

的性能。本文算法的评价参数例如McNemar的结

果均大于 1.96可以说明，与同类算法相比性能有

十分显著的提升。同时，对比 SMOTE只作为数据

（a）地面参考数据

（a）Ground truth

（d）ROSRoF分类结果

（d）ROSRoF classification result

（b）RF分类结果

（b）RF classification result

（e）SMOTERoF分类结果

（e）SMOTERoF classification result

（c）RoF分类结果

（c）RoF classification result

（f）本文算法分类结果

（f）Proposed algorithm classification result

图4 Salinas分类结果

Fig. 4 Salinas classification results
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预处理的方法，本文算法将数据采样与分类过程

内部结合，不仅在多数类别上保持高分类精度，

而且能很好地识别少数类样本。同时，本文算法

采用动态采样技术，能有效提高样本的多样性。

在下一步工作中，可以将本文算法与一些特

征提取算法相结合，例如奇异谱分析和稀疏表示，

从而进一步提升样本多样性。
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Dynamic ensemble algorithm of SMOTE and rotation forest for
imbalanced hyperspectral remote sensing classification

TONG Yingping1，2，FENG Wei1，2，SONG Yijia1，2，QUAN Yinghui1，2，HUANG Wenjiang3，GAO Lianru3，
ZHU Wentao1，2，XING Mengdao4

1.School of Electronic Engineering, Xidian University, Xi’an 710071, China;
2.Research Institute of Advanced Remote Sensing Technology, Xidian University, Xi’an 710071, China;

3.Key Laboratory of Digital Earth Science, Aerospace Information Research Institute, Chinese Academy of Sciences,
Beijing 100094, China;

4.Academy of Advanced Interdisciplinary Research, Xidian University, Xi’an 710071, China

Abstract：Rotation Forest (RoF), a powerful ensemble classifier, has obtained many successful applications in hyperspectral image

classification. However, the data often has the problem of class imbalance. Consequently, the traditional RoF algorithm focuses on identifying

the classes with majority samples, ignoring the accuracy of minority samples. The SMOTE (Synthetic Minority Oversampling Technique)

algorithm increases the number of minority samples by simulating the way of generating new samples, thereby achieving the effect of

balancing the categories of the data set. However, the SMOTE algorithm is mainly used in the data preprocessing stage and has the risk of

increasing artificial noise when dealing with multi-class problems. Therefore, a novel dynamic ensemble algorithm based on SMOTE and

RoF is proposed in this work to increase the classification accuracy of the multi-class imbalanced hyperspectral data. The proposed

algorithm uses a dynamic sampling factor technology to merge the class distribution optimization with the base classifier. This algorithm not

only realizes the adaptive generation of class balance data set but also reduces the influence of noise on the base classifier. In this

experiment, three public hyperspectral images are used to test the performance of the algorithm, They are Indian Pines, Salinas and Pavia

University. Four comparison algorithms are also selected, including random forest, traditional RoF, RoF algorithm with random oversampling,

and SMOTE data preprocessing. The overall accuracy, average accuracy, F-measure, Gmean, minimum recall rate, ensemble classifier

diversity, model training time, and McNemar test are the algorithm evaluation criteria. The experimental results demonstrate the effectiveness

of the proposed method. The novel method not only obtains obvious classification advantages but also increases the recognition accuracy of

minority samples while maintaining the overall classification accuracy of the data.

Key words：ensemble learning, imbalanced classification, rotation forest, SMOTE, dynamic sampling
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